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1 Wstep

Pomimo ogromnego udzia lu rolnictwa w gospodarce światowej oraz ciag lego
zastepowania pracy ludzkiej przez maszyny, wciaż wiele prac zwiazanych z up-
rawami jest wykonywanych recznie. Wiele owoców i warzyw jest zbieranych
przez maszyny rolniczne, które zapewniaja duża wydajność, szybkość i os-
zczedności zarówno w ma lych jak i dużych gospodarstwach. Ze wzgledu na
specyfike upraw wiele gatunków wciaż zbieranych jest recznie z uwagi na brak
odpowiedniej metody, która zebra laby plony nie uszkadzajac ich oraz nie po-
zostawi laby zniszczeń na polu. Dzieki gwa ltownemu rozwojowi sztucznej in-
teligencji coraz cześciej podejmowane sa próby stworzenia maszyny do automaty-
cznego i precyzyjnego zbioru, a w ciagu ostatnich kilku lat wydajność tych
systemów uleg la znacznej poprawie [3]. Oczywistymi wyzwaniami przy opra-
cowywaniu takiego systemu wykrywania upraw sa niespójne oświetlenie, nierozróżnialne
t lo, zachodzace na siebie lub zas loniete plony, czy niskie rozdzielczości zdjeć na
których przeprowadzana jest detekcja obiektów [4, 6, 7]. W poniższym raporcia
postaramy sie dokonać szerokiego przegladu literatury w temacie optymaliza-
cji algorytmu YOLO V7 oraz ogólnego problemu detekcji owoców i warzyw w
środowisku naturalnym.
Dalsza cześć raportu jest u lożona w nastepujacy sposób: rozdzia l 2 dotyczy
objaśnienia dzia lania rodziny algorytmów YOLO (na przyk ladzie YOLO V7),w
rozdziale 3 zawarte sa informacje na temat danych użytych do trenowania al-
gorytmu, rozdzia l 4 dotyczy przegladu literatury i potencjalnych rozwiazań
wprowadzonych w algorytmach detekcji obiektów w celu ich optymalizacji, rozdzia l
5 to podsumowanie zgromadzonej wiedzy i prezentacja planu dalszej cześci
badań.

2 Wstep do YOLO

YOLO (You Only Look Once) to rodzina algorytmów detekcji obiektów, która
chrakteryzuje sie obecnie najlepszymi metrykami dok ladności wykrywania obiektów
oraz bardzo duża szybkościa przetwarzania obrazu [5]. Najnowsze ods lony sa
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w stanie zwracać po lożenia obiektów na obrazie w tempie przekraczajacym
100 FPS co sprawia, że algorytm może być wykorzystywany do przetwarza-
nia danych w czasie rzeczysiwtym [1].
Algorytm sk lada sie z trzech cześci: ”Ogona” (eng. Backbone), ”Szyi” (eng.
Neck) oraz ”G lowy” (eng. Head)

2.1 ”Ogon”

Pierwsza cześcia każdego algorytmu YOLO jest ”Ogon”. Jest to pierwsza
warstwa do której wprowadzany jest obraz, który nastepnie przechodzi przez
wiele warstw konwolucji, normalizacji batchy, funkcji aktywacji (Relu, Leaky
Relu, Mish, Silu), Maxpoolingu czy konkatenacji wcześniejszych warstw. W ten
sposób z obrazu ekstrachowane sa cechy, które nastepnie beda dalej przewarzane
i pos luża do detekcji obiektu. Na przestrzeni rozwoju algorytmu stosowano
”ogony” o różnej architekturze (Darknet24, CSPDarknet53 ,Modified CSP v7
[5]) natomiast w wersji YOLO V7 zaproponowano sieć E-ELAN [1], która rozwiazuje
problem zanikajacej ścieżki gradientu, zachowujac przy tym odpowiednia z lożoność
obliczeniowa.

2.2 ”Szyja”

Po wstepnym przetworzeniu dane przechodza do ”Szyi” gdzie beda dalej przetwarzane.
Architektura ”Szyi” różni sie znaczaco w zależności od wersji YOLO. W YOLO
V7 dane przechodza przez modu l SPPCSP oraz przez warstwy konwolucji i
konkatenacji wcześniejszych warstw.

2.3 ”G lowa”

Algorytm dzia la w oparciu o nastepujace cztery podej́scia:

1. Podzia l obrazu na sekcje

2. Rysowanie ’bounding boxes’

3. Wyliczenie IOU

4. Non-maximum-suppresion

2.3.1 Podzial na sekcje

Rozpoczynamy od podzielenia oryginalnego obrazu na komórki siatki NxN o
jednakowym kszta lcie. Każda komórka siatki jest odpowiedzialna za zlokali-
zowanie i przewidzenie klasy obiektu, który obejmuje, wraz z wartościa praw-
dopodobieństwa/pewności.
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2.3.2 Rysowanie ’bounding boxes’

Kolejnym krokiem jest wyznaczenie bounding boxów, które odpowiadaja pros-
tokatom zaznaczajacym wszystkie obiekty na obrazie. Możemy mieć tyle bound-
ing boxów, ile jest obiektów w obrebie danego obrazu. YOLO określa atrybuty
tych pól ograniczajacych za pomoca pojedynczego modu lu regresji w nastepu-
jacym formacie, gdzie Y jest ostateczna reprezentacja wektorowa dla każdego
pola ograniczajacego. Y = [bx, by, bh, bw, c1, c2, ..., cn] gdzie:

• bx, by - koordynaty środka prostokata,

• bh, bw - wysokość i szerokość prostokata,

• c1, ..., cn - prawdopodobieństo że w prostokacie znajduje sie obiekt danej
klasy

2.3.3 IOU

W wiekszości przypadków, pojedynczy obiekt na obrazie może mieć wiele kandy-
datów do przewidywania, nawet jeśli nie wszystkie z nich sa istotne. Celem IOU
(wartość miedzy 0 a 1) jest odrzucenie takich prostokatów, aby zachować tylko
te, które sa istotne.

2.3.4 Non-max-suppression

Ustawienie progu dla IOU nie zawsze jest wystarczajace, ponieważ obiekt może
mieć wiele pól z IOU poza progiem, a pozostawienie wszystkich tych pól może
zawierać szum. Tutaj możemy użyć NMS, aby zachować tylko pude lka z na-
jwyższym wynikiem prawdopodobieństwa wykrycia.

3 Dane użyte do treningu

Zbiór danych tworza 594 zdjecia ogórków gruntowych w środowisku naturalnym.
Zdjecia zosta ly zrobione w wielkopolsce w Lipcu 2022 r. na dwóch różnych
polach. Do ich zrobienia użyto aparatu z telefonu Xiaomi Redmi Note 8 Pro, a
rozdzielczość każdego zdjecia to 4624x3472. Dane zosta ly oetykietowane tzn. na
każdym zdjecia zosta ly zaznaczone ogórki, które nastepnie pos luża jako ’ground
truth’ w uczeniu algorytmu.

4 Przeglad literatury

Odpowiednio szybka i dok ladna detekcja owoców i warzyw w środowisku nat-
uralnym jest kluczowym elementem w stworzeniu automatycznej i precyzyjnej
maszyny do zbioru plonów. Problemy zwiazane z detekcja obiektów możemy
podzielić na dwie klasy:

• Zwiazane ze zdjeciami na których bedzie przeprowadzana detekcja (dane)
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• Zwiazane z algorytmem oraz jego treningiem

W dalszej cześci przyjrzymy sie jakie najwieksze wyzwania czekaja nas w
każdej z klas oraz jakie ich rozwiazania sa obecnie dostepne.

4.1 Problemy z danymi potrzebnymi do detekcji

Algorytmy detekcji ucza sie na zdjeciach na których zaznaczone sa po lożenia
obiektów, które wytrenowany algorytm powienien zlokalizować. W przypadku
b lednego lub niedok ladnego zaznaczenia danych treningowych algorytm bedzie
sie źle uczy l i nigdy nie osiagnie zadawalajacej skuteczności detekcji, dlatego
szczególnie ważnym jest dbanie o wysoka jakość zbioru uczacego. W przypadku
ma lej ilości danych, moga one zostać poddane augmentacji, czyli zmienie zdje-
cia np. poprzez obrót, zmiane wielkości, odbicie lustrzane, zmiane saturacji i
jasności zdjecia, w celu zwiekszenia ilości próbek uczenia [2].

4.2 Problemy zwiazane z algorytmami detekcji obiektów

Powstanie maszyny do automatycznego zbioru jest dyktowane szybkościa z jaka
algorytm jest w stanie znajdywać warzywa i owoce na zdjeciach z kamery. Jeśli
jedno zdjecie jest przetwarzane zbyt d lugo to maszyna nie jest wydajna, dlat-
ego detekcja obiektów musi odbywać sie w tempie przynajmniej 30-40 FPS,
żeby móc konkurować z cz lowiekiem. Algorytm podczas uczenia może wpadać
w minima lokalne, przez co może nie osiagać zadawalajacych rezultatów i tracić
możliwość generalizacji, dlatego bardzo ważny jest odpowiedni dobór architek-
tury i hiperparametrów uczenia. Sposób podawania zdjeć podczas treningu też
ma duży wp lyw na metryki uczenia. ”Curriculum learning” to technika polega-
jaca na stopniowym podawaniu do uczenia coraz to trudniejszych przypadków
w celu powolnej i g lebszej generalizacji algorytmu.

4.3 Inne podej́scia problemu detekcji

Stosuje sie również inne techniki detekcji owoców i warzyw, nieoparte na ucze-
niu g lebokim [3]. Detekcja za pomoca koloru to podej́scie, które znalaz lo zas-
tosowanie w detekcji warzyw i owoców o kontrastowym kolorze (w odniesieniu
do otoczenia) i powsta ly już pierwsze maszyny do zbioru, które obecnie sa w
fazie testów [8]. Stosuje sie również detekcje za pomoca tekstury oraz detekcje
kszta ltu na obrazie [3].

5 Podsumowanie i plan dalszych prac i eksperymetów

Algorytm YOLO V7, zaprezentowany we wcześniejszej cześci raportu, jest obec-
nie najlepszym dostepnym algorytmem do detekcji obiektów, który oferuje na-
jlepsze rezutaty dla szybkości od 5 do 160 FPS. Zmiana struktury warstw algo-
rytmu, może okazać sie nieskuteczna z uwagi na to, że architektura algorytmu
zosta la starannie dobrana przez twórców i wszelkie zmiany moga nieznacznie
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pogarszać metryki. Wobec tego najlepszym podej́sciem w przypadku opty-
malizacji detekcji może okazać sie optymalizacja samego etapu treningu sieci.
Dobranie odpowiednich hiperparametrów uczenia takich jak liczba epok, learn-
ing rate, decay itp. może znaczaco przyczynić sie do zwiekszenia poprawności
detekcji. W przypadku problemu detekcji ma lych obiektów, przetestowana
zostanie metoda rozpoznawania ma lych ogórków na podstawie detekcji koloru
żó ltych kwiatów. Nienznacznie zwiekszajac d lugość dzia lania algorytmu, możemy
znacznie poprawić metryki detekcji dla ma lych obiektów dla tego konkretnego
przypadku. Z uwagi na ma la liczbe danych zostanie przeprowadzona augemtacja
danych w celu zwiekszenia ich ilości i poprawienia generalizacji modelu. Żeby za-
pobiec problemowi cieżko-rozpoznawalnych przypadków zostanie przetestowana
metoda oparta na Curriculum Learning tzn. na poczatku podawania do sieci
 latwych przypadków detekcji (ogórek w ca lości widoczny, dobrze oświetlony),
a nastepnie po wstepnym uczeniu, douczanie sieci trudniejszymi przypadkami
(ogórki nachodzace na siebie, cześciowo zas loniete, z kiepskim oświetleniem) za-
pewnia wieksza generalizacje uczenia.
Pomimo wielu trudności zwiazanych ze stworzeniem maszyny do automaty-
cznego zbioru owoców i warzyw, postep technologiczny i osiagniecia w dziedzi-
nach detekcji obiektów i przetwarzania obrazów pozwalaja zachować optymizm
w dalszych pracach nad rozwojem tego rozwiazania. Stworzenie takiej maszyny
może znaczaco zmienić rynek rolniczy na świecie, zmniejszyć koszta ponoszone
przez producentów żywności co może bezpośrednio prze lożyć sie na spadek cen
żywności na świecie.
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